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General description of the work
Relevance of the topic
In the twenty-first century, the rapid development of digital technologies, Artificial Intelligence, and Machine Learning (ML) has significantly influenced the way visual information is processed, analyzed, and used in decision-making systems. Digital images are now widely used in scientific research, medical diagnosis, autonomous systems, remote sensing, surveillance, industrial inspection, and many other applied domains. In these areas, image classification systems are expected not only to recognize visual objects under ideal conditions, but also to remain reliable when the input data are affected by noise, blur, compression artifacts, illumination changes, weather effects, or other forms of degradation.
Deep Convolutional Neural Networks (CNN) have become the dominant approach for image classification due to their ability to learn hierarchical representations directly from image data. Modern CNN architectures can achieve high performance on standard benchmark datasets and have become the basis of many visual recognition systems. However, their strong performance under clean benchmark conditions does not guarantee reliable behavior in real-world environments. In practice, images may differ from the training data distribution because of sensor limitations, environmental changes, motion, compression, or corruption. Under such conditions, CNN classifiers may lose accuracy, become poorly calibrated, or produce overconfident incorrect predictions. Therefore, robust image classification remains an important and practically relevant problem.
The relevance of this problem is especially clear in application areas where incorrect visual decisions may lead to serious consequences. In autonomous driving and driver-assistance systems, camera images may be affected by rain, fog, snow, low illumination, or motion blur. In medical image analysis, diagnostic images may contain acquisition noise, low contrast, or scanner-dependent artifacts. In remote sensing and drone imagery, atmospheric effects, compression, and illumination changes may degrade visual quality. Similar problems occur in surveillance, traffic monitoring, industrial visual inspection, and edge-based vision systems. In all these cases, the reliability of image classification depends not only on clean-data accuracy, but also on robustness under non-ideal visual conditions.
The need for robustness has led to the development of corruption-oriented benchmarks such as CIFAR-10-C and CIFAR-100-C, where standard image datasets are extended with controlled corruptions. These benchmarks make it possible to measure how much model performance degrades under different types of image distortion. Such evaluation is important because it reveals weaknesses that are not visible when only clean test accuracy is reported. A model that performs well on clean CIFAR-10 or CIFAR-100 may still be sensitive to Gaussian noise, impulse noise, motion blur, contrast changes, pixelation, or JPEG compression. Thus, robustness-oriented evaluation has become a necessary part of studying the practical reliability of CNN-based classifiers.
At the same time, improving robustness requires more than simply increasing model size or training longer. Modern CNNs may learn representations that contain redundant, nuisance, or corruption-sensitive information. Information-Theoretic tools provide a principled way to analyze and control such representations. In particular, the Information Bottleneck (IB) principle and its variational formulation encourage a model to preserve task-relevant information while compressing irrelevant variability. This makes the Variational Information Bottleneck (VIB) especially relevant for improving generalization, calibration, and stability of neural-network representations.
However, Information-Theoretic compression alone does not explicitly impose spatial structure on visual features. Image data have strong local spatial organization: neighboring pixels form edges, textures, contours, and object parts. Therefore, robustness in image classification also depends on the stability of early spatial feature extraction. Partial differential Equation (PDE) based methods are relevant in this context because they provide mathematically interpretable mechanisms for smoothing, diffusion, and structural regularization. Previous work has shown that PDE-based convolutional priors can improve low-level feature extraction in CNNs. In the present dissertation, this idea is adapted into a diffusion-based trainable PDE front-end using repeated residual Laplacian updates with learnable nonnegative diffusion coefficients.
Thus, the relevance of the dissertation is determined by the need to develop CNN-based image classification models that are not only accurate on clean data, but also more stable, better calibrated, and more robust under corrupted visual conditions. The dissertation addresses this need by combining two complementary principles: diffusion-based PDE regularization for stabilizing early spatial feature maps, and VIB compression for controlling the information content of learned representations. This combination provides a principled basis for improving the reliability of CNN classifiers under both clean and corrupted input conditions.
The practical importance of the topic is also supported by the moderate computational cost of the proposed approach. Since real-world systems often operate under resource constraints, robustness improvements are most valuable when they do not require a substantial increase in model size or inference latency. The PDE-CNN-VIB architecture developed in this dissertation is therefore relevant not only as a theoretical and experimental contribution, but also as a step toward more reliable visual recognition systems for practical applications.

Main Aim of the Work and Considered Problems
The main aim of this dissertation is to investigate the role of Information-Theoretic methods in improving representation learning in CNN-based image classification and to develop a robust image classification architecture that combines diffusion-based PDE regularization with VIB compression.
To achieve this aim, the following problems were considered.
1. To analyze and compare existing strategies for applying Information-Theoretic tools in ML, including entropy, Mutual Information, Kullback–Leibler divergence, cross-entropy, the IB framework, and the VIB. The purpose is to identify their role, effectiveness, and limitations in solving problems related to feature selection, representation learning, model regularization, generalization, calibration, and robustness.
2. To study the possibility of adapting the previously developed PDE-based convolutional prior framework for robust CNN-based image classification. In particular, the task is to transform the earlier predefined parabolic and hyperbolic PDE-layer idea into a lightweight diffusion-based PDE front-end based on repeated residual Laplacian updates with learnable nonnegative channel-wise diffusion coefficients.
3. To develop a new hybrid PDE-CNN-VIB architecture by integrating the adapted diffusion-based PDE front-end with convolutional feature adaptation, VIB compression, channel reconstruction, residual blending, and a CNN classification backbone. The purpose of this architecture is to combine spatial structural regularization with Information-Theoretic control of the learned representation.

Research objects
Within the framework of this dissertation, the research objects are CNN-based image classification models and their behavior under clean and corrupted input conditions. In particular, the study considers standard and modified convolutional architectures, including ResNet, VGG, and DenseNet backbones, as well as their PDE-CNN and PDE-CNN-VIB variants.
The research also includes clean and corrupted image classification benchmarks, specifically the CIFAR-10 and CIFAR-100 datasets, together with their corrupted counterparts CIFAR-10-C and CIFAR-100-C. These datasets are used to study standard classification performance, dataset-level generalization, and robustness under common image corruptions such as noise, blur, weather-like effects, contrast changes, pixelation, and compression artifacts.
Finally, the dissertation considers PDE-based convolutional priors and their adapted diffusion-based implementation in CNN architectures. In particular, the earlier predefined PDE-layer framework is studied as a structural basis, while the final architecture uses a trainable diffusion-based PDE front-end combined with VIB compression. Thus, the main experimental object of the dissertation is the proposed PDE-CNN-VIB architecture and its behavior under clean-data and corrupted-data image classification settings.

Research methods
The results of the dissertation are based on a combination of mathematical, information-theoretic, numerical, and computational-experimental methods. The theoretical part of the work uses the basic tools of Information Theory, including entropy, conditional entropy, joint entropy, Mutual Information, normalized Mutual Information, cross-entropy, Kullback-Leibler divergence, the IB principle, and the VIB framework. These methods are used to analyze uncertainty, dependence between variables, representation compactness, probabilistic reliability, and the compression-prediction trade-off in ML models.
To study structural regularization in image recognition, methods of PDE and finite-difference approximation are used. In particular, parabolic and hyperbolic PDE-based formulations are considered as mathematical foundations for predefined convolutional layers. For the final PDE-CNN-VIB architecture, the earlier PDE-based prior idea is adapted into a diffusion-based trainable front-end using residual Laplacian updates with learnable nonnegative channel-wise diffusion coefficients. This makes it possible to combine the interpretability of PDE-based smoothing with the flexibility of trainable CNN-based feature extraction.
The computational part of the dissertation is based on Deep Learning methods for image classification. CNN architectures and their representative backbone families, including ResNet, VGG, and DenseNet, are used to study the behavior of the proposed models under clean and corrupted image conditions. The proposed PDE-CNN-VIB architecture is implemented as a modular neural network that combines diffusion-based PDE regularization, convolutional feature adaptation, VIB compression, residual blending, and a CNN classification backbone.



Experiments
The experimental results are obtained using standard benchmark datasets for image classification and robustness evaluation, including CIFAR-10, CIFAR-100, CIFAR-10-C, and CIFAR-100-C. Clean-data performance is evaluated using classification accuracy, train-test generalization gap, Negative Log-Likelihood, and Expected Calibration Error. Robustness under corrupted inputs is evaluated using corruption-wise accuracy, corruption-category averages, and mean corruption accuracy. In addition, computational efficiency is studied through the number of trainable parameters, average training time per epoch, inference latency, and robustness-cost trade-off.

Scientific novelty
The scientific novelty of the dissertation consists in the modification and adaptation of the previously studied PDE-based convolutional prior framework into a lightweight diffusion-based trainable front-end for CNN-based image classification. Unlike the earlier predefined parabolic and hyperbolic PDE-layer construction, the proposed implementation uses repeated residual Laplacian diffusion updates with learnable nonnegative channel-wise diffusion coefficients. This preserves the interpretability of PDE-based smoothing while making the PDE component more suitable for integration into a trainable neural architecture and interaction with stochastic representation compression.
A new hybrid PDE-CNN-VIB architecture was proposed by integrating the adapted diffusion-based PDE front-end with a VIB module. The proposed architecture combines spatial structural regularization with information-theoretic representation compression, allowing the network to stabilize early feature maps while controlling the flow of task-relevant information. The architecture also includes channel reconstruction and learnable residual feature blending, which allows deterministic PDE-enhanced features and stochastic VIB-compressed features to be combined before classification. This forms a new modular approach for robust CNN-based image classification, applicable to different CNN backbones rather than to one specific network only.

Practical significance
The practical significance of the dissertation consists in the development of a software and experimental framework for studying robust image classification under clean and corrupted input conditions. The implemented system allows training and evaluating baseline CNN, PDE-CNN, and PDE-CNN-VIB models on standard image classification datasets, including CIFAR-10 and CIFAR-100, as well as their corrupted variants CIFAR-10-C and CIFAR-100-C. The framework makes it possible to compare the effect of diffusion-based PDE regularization and VIB compression under identical training and evaluation conditions.
The software implementation was developed in Python using modern deep learning libraries, mainly PyTorch and Torchvision. It supports the construction of different CNN backbone variants, including ResNet, VGG, and DenseNet, and enables the proposed PDE-CNN-VIB front-end to be combined with these architectures. This modular structure makes the implementation suitable not only for the experiments presented in the dissertation, but also for further research involving other CNN backbones, datasets, or robustness settings.
The developed experimental framework allows the calculation of several evaluation metrics that are important for reliable image classification. In addition to standard classification accuracy, the system computes Negative Log-Likelihood, Expected Calibration Error, train–test generalization gap, corruption-wise accuracy, mean corruption accuracy, and computational-cost indicators such as training time and inference latency. The obtained results can be exported in tabular formats such as CSV, which makes them suitable for further statistical analysis, visualization, and comparison.
The practical value of the proposed PDE-CNN-VIB architecture is that it can serve as a basis for building more reliable image classification systems in environments where visual inputs may be degraded. Such conditions may occur in autonomous driving, medical image analysis, remote sensing, surveillance, traffic monitoring, industrial visual inspection, and edge or mobile vision systems. In these scenarios, images may be affected by noise, blur, compression artifacts, illumination changes, weather effects, or sensor-related distortions. The proposed architecture is designed to improve the stability of learned representations under such non-ideal conditions while keeping computational overhead moderate.
The results of the dissertation may also be useful for future studies on robust neural-network design. The proposed framework demonstrates how structural regularization and information-theoretic compression can be combined in a single trainable architecture. Therefore, the developed approach can be extended to other image classification tasks, larger datasets, alternative PDE formulations, and different information-theoretic regularization mechanisms.

Approbation and Testing of the Obtained Results
The main scientific and experimental results of the dissertation were presented at the International Conference on Computer Science and Information Technologies, CSIT 2025, held in Yerevan, Armenia. The presented work concerned the integration of PDE-based preprocessing with the Variational Information Bottleneck framework for improving CNN-based image classification.
The results of the dissertation were also discussed at the general seminar of the Institute for Informatics and Automation Problems of the National Academy of Sciences of the Republic of Armenia.

Publications
The main scientific and experimental results of the dissertation were published in 5 scientific papers, the list of which is presented at the end of the abstract.

Scope and Structure of the Work
The dissertation is 125 pages long and consists of an introduction, 4 chapters, a conclusion, and a bibliography comprising 85 references.

Content of the work
The Introduction section substantiates the relevance of the dissertation topic, defines the main objective of the research, outlines the problems under consideration, and presents the scientific novelty, practical significance, and key propositions submitted for defense.
The first chapter has a foundational character. It introduces the image classification problem, the role of Convolutional Neural Networks, benchmark datasets for image classification, and the Information-Theoretic tools used in the dissertation. Image classification is considered as the task of learning a mapping from an input image to a finite set of class labels. CNNs are discussed as the main architecture for this task, since they preserve the spatial structure of images and learn hierarchical feature representations through local convolutional filters, nonlinear activation functions, pooling operations, and deeper classification layers.
The chapter also describes the role of benchmark datasets. CIFAR-10 and CIFAR-100 are considered as standard clean-image classification datasets, while CIFAR-10-C and CIFAR-100-C are discussed as corrupted-image benchmarks used to evaluate robustness under distribution shift. This distinction is important because clean test accuracy alone is not sufficient to characterize the reliability of CNN-based classifiers under real-world image degradations such as noise, blur, compression artifacts, and contrast changes.
The chapter then presents the main elements of Information Theory used in the dissertation. For a discrete random variable , entropy is defined as

and is interpreted as a measure of uncertainty. Mutual Information between random variables  and  is given by


and measures the amount of information shared between them. Kullback–Leibler divergence is introduced as a measure of discrepancy between two probability distributions:

Special attention is given to the IB principle, where representation learning is formulated as a trade-off between compression and predictive relevance:

Its variational form, the VIB, introduces a stochastic latent representation

which is later used in the proposed PDE-CNN-VIB architecture.
Thus, the first chapter establishes the basic concepts required for the dissertation: CNNs as the computational framework, CIFAR and CIFAR-C datasets as the evaluation environment, and Information-Theoretic tools as the mathematical basis for studying uncertainty, representation compactness, calibration, and robustness.

The second chapter is devoted to the analysis and comparison of existing Information-Theoretic strategies used in ML. In particular, the chapter presents the results of the survey work [1], where the applications of entropy, Mutual Information, Kullback–Leibler divergence, cross-entropy, and bottleneck-based methods in ML were analyzed.
The chapter discusses how Information-Theoretic tools are used in feature selection, dimensionality reduction, decision trees, clustering, metric learning, neural-network regularization, and deep representation learning. Special attention is given to the IB framework and its variational extension. The IB principle describes representation learning as a trade-off between compression and predictive relevance, while the VIB makes this principle applicable to neural networks through stochastic latent representations and KL-divergence regularization.
The chapter also analyzes the limitations of Information-Theoretic methods in modern ML. In high-dimensional settings, the estimation of entropy and Mutual Information becomes computationally difficult, and approximation errors may reduce the reliability of information-based objectives. In addition, modern CNN classifiers remain sensitive to distribution shifts, corrupted inputs, and shortcut learning, even when they achieve high accuracy on clean benchmark data.
As a result of the analysis carried out in [1], it is concluded that Information-Theoretic methods, especially the IB and VIB, are powerful tools for improving representation compactness, generalization, and calibration. However, these methods do not explicitly impose spatial structure on image features. This conclusion motivates the use of VIB as the information-compression component of the later PDE-CNN-VIB architecture, where it is combined with a separately developed PDE-based structural mechanism.

The third chapter is based on the results published in [2], where predefined convolutional layers derived from PDEs were studied for image recognition. The chapter investigates how parabolic and hyperbolic PDE-based operators can be inserted before standard CNN backbones in order to improve low-level feature extraction. This chapter is important for the dissertation because it introduces the structural-prior direction that is later adapted and combined with the VIB in the PDE-CNN-VIB architecture. 
In Section 3.1, the motivation for using PDE-based priors in image recognition is discussed. CNNs usually learn their first convolutional filters entirely from data. Although this approach is flexible, it also means that the network must learn low-level structures such as edges, local textures, and smooth regions without any explicit mathematical prior. PDEs, on the other hand, have long been used in image processing for smoothing, diffusion, propagation, and structural regularization. Therefore, finite-difference approximations of PDEs can be interpreted as predefined convolutional operators that impose meaningful local structure before the main trainable CNN begins its feature extraction process.
Section 3.2 presents the mathematical construction of the predefined PDE layers. Two types of equations are considered. The parabolic case is based on the two-dimensional heat equation

which models diffusion-type smoothing. After finite-difference discretization, the update can be written in a convolutional form, where the next feature state is obtained by applying predefined local kernels corresponding to second-order spatial differences.
The hyperbolic case is based on the two-dimensional wave equation

Unlike the parabolic update, the hyperbolic formulation includes a second-order temporal dependence and therefore uses information from both the current and previous feature states. This gives the hyperbolic layer a propagation-like behavior, while the parabolic layer has a diffusion-like behavior. Thus, the two PDE types introduce different structural transformations into the early stages of the neural network.
In Section 3.3, the general PDE-CNN architecture is described. The input image is first passed through a small number of predefined parabolic or hyperbolic convolutional layers. The resulting feature maps are concatenated and then forwarded to a standard deep neural network for classification. The general architecture is shown in Fig. 3.1. The main advantage of this design is that the PDE-based block acts as a lightweight structural front-end and can be attached to different CNN backbones without redesigning the whole architecture.  
[image: ]
Figure 3.1. General architecture of the PDE-CNN model. The input image is first processed by predefined parabolic or hyperbolic convolutional layers, and the resulting feature maps are passed to the downstream CNN backbone for classification.

Section 3.4 presents the experimental evaluation on the CIFAR-10 dataset. The predefined PDE layers were combined with several representative CNN architectures, including ResNet, ResNeXt, VGG, and DenseNet. The experiments showed that the PDE-based layers improve image recognition accuracy in many cases while adding only a very small number of additional trainable parameters. This indicates that the improvement is not caused by a significant increase in model size, but by the structural prior introduced at the beginning of the network.
A compact summary of representative results is given in Table 3.1.
	Backbone
	Baseline Acc. (%)
	Best PDE-Enhanced Acc. (%)

	ResNet-18
	94.47
	95.70

	ResNet-34
	95.20
	95.85

	ResNet-50
	94.72
	95.65

	ResNext29
	94.90
	95.93

	VGG-11
	92.19
	92.65

	VGG-13
	93.57
	94.34

	VGG-16
	93.85
	93.93

	DenseNet-121
	95.50
	96.00


Table 3.1. Representative CIFAR-10 accuracy results for baseline and PDE-enhanced CNNs.
The chapter also compares the PDE-based method with PCFNet, a related predefined-filter approach. The comparison shows that the PDE-based front-end achieves competitive or better accuracy on selected backbones. In addition, the chapter studies the influence of the number of predefined layers. The results indicate that using a large number of PDE layers is not necessary; a small number of parabolic or hyperbolic layers is usually sufficient to obtain the main improvement.
The final part of the chapter discusses the visualization of the learned predefined kernels. Hyperbolic kernels often show more directional or polarized behavior, while parabolic kernels tend to resemble Laplacian or cross-shaped smoothing patterns. This confirms that the two PDE families produce different types of low-level structural transformations.
Thus, the third chapter shows that PDE-based predefined convolutional layers can serve as lightweight and interpretable structural priors for image recognition. In the dissertation, these results are not presented as the final contribution, but as the structural foundation for the next chapter. In Chapter 4, the earlier PDE-based idea is adapted into a diffusion-based trainable front-end and combined with VIB compression in the proposed PDE-CNN-VIB architecture.
The fourth chapter presents the main methodological and experimental results of the dissertation. In this chapter, the PDE-CNN-VIB architecture is developed and investigated. The model combines a diffusion-based PDE front-end, convolutional feature adaptation, a VIB module, residual feature blending, and a CNN classification backbone. The initial idea of combining PDE preprocessing with VIB was introduced in [3], the clean-data evaluation was presented in [4], and the robustness analysis under common corruptions was extended in [5].
The chapter first explains the transition from PDE-based structural priors to the PDE-CNN-VIB architecture. The earlier PDE-based convolutional prior framework used predefined parabolic and hyperbolic PDE layers as front-end components for CNN image recognition. In the present chapter, this idea is modified: instead of directly using the full predefined parabolic/hyperbolic construction, the model uses a lightweight diffusion-based parabolic PDE front-end. This front-end applies repeated residual Laplacian updates with learnable nonnegative channel-wise diffusion coefficients. Thus, the PDE component preserves the interpretation of heat-equation-type smoothing while becoming better suited for integration with stochastic representation compression.
The main PDE update used in the architecture has the form

where  is the feature map of channel at diffusion step ,  is the discrete Laplacian operator, and  is a learnable nonnegative diffusion coefficient. This update corresponds to a parabolic diffusion process and is used to stabilize early feature maps and reduce sensitivity to high-frequency perturbations.
The general architecture of the proposed PDE-CNN-VIB model is shown in Fig. 4.1.
After the PDE front-end and convolutional feature adaptation stage, the VIB module is applied to the intermediate feature maps. The VIB module produces the parameters of a Gaussian latent representation using two convolutional heads:

The stochastic representation is sampled by the reparameterization rule

The sampled tensor is reconstructed to the original channel dimension and combined with the pre-bottleneck feature map  using a learnable residual blend:

The resulting representation is passed to a CNN backbone, such as ResNet-18, VGG-16, or DenseNet-121, and then to the final classifier. The training objective combines the standard cross-entropy classification loss with a KL-divergence regularization term:

Here,  controls the strength of information compression. The role of the VIB module is to suppress redundant and task-irrelevant information while preserving the information necessary for classification.
[image: ]
Fig. 4.1. PDE-CNN-VIB architecture used in CIFAR-based experiments. The input image is processed by a diffusion-based PDE front-end and a convolutional stem. The resulting feature representation is passed through a VIB branch and also preserved through a skip connection. The reconstructed VIB representation and the skip representation are combined by a learnable residual blend before being forwarded to the CNN backbone.

The clean-data experiments first evaluate the proposed model on CIFAR-10. In the initial experiment, three variants are compared: a baseline CNN, a PDE-enhanced model, and the full PDE-VIB model. The results show that the PDE-VIB model gives the best balance between classification accuracy and probabilistic reliability. In particular, it improves clean accuracy and reduces Expected Calibration Error compared with the baseline and PDE-only variants. This indicates that PDE preprocessing improves feature extraction, while VIB compression improves representation quality and calibration.

To study longer training behavior, an additional 100-epoch experiment was conducted using ResNet-18 as the base architecture. The results are shown in Table 4.1.


	Model
	Train Acc. (%)
	Test Acc. (%)
	Gap (%)
	NLL
	ECE
	CIFAR-10-C mCA (%)

	ResNet-18 Baseline
	99.40
	91.77
	7.63
	0.3281
	0.0369
	69.77

	ResNet-18 PDE-CNN
	99.63
	92.59
	7.04
	0.2998
	0.0385
	75.27

	ResNet-18 PDE-CNN-VIB
	99.22
	94.66
	4.56
	0.2113
	0.0235
	78.26


Table 4.1. Final clean CIFAR-10 and CIFAR-10-C results for the 100-epoch ResNet-18 experiment.

The results show that the PDE-CNN-VIB model achieves the highest test accuracy, the smallest train-test gap, the lowest NLL, and the lowest ECE. Although its training accuracy is slightly lower than that of PDE-CNN, its test accuracy is substantially higher. This indicates that the VIB component does not simply increase memorization, but improves generalization by regulating the information flow through the network.
The chapter then evaluates robustness under common image corruptions. Robustness is measured using mean corruption accuracy:

where  is the classification accuracy for the -th corruption type. The CIFAR-10-C and CIFAR-100-C benchmarks are used at severity level 3.
Examples of clean and corrupted images used in the robustness evaluation are shown in Fig. 4.2. The figure illustrates how the same clean CIFAR image is modified by different corruption types, such as noise, blur, frost, and impulse noise. These examples show that corrupted-image evaluation differs from standard clean-data testing, because the model must preserve correct classification behavior even when local structure, texture, color distribution, or visual clarity are degraded.
[image: ]
Fig. 4.2. Examples of clean and corrupted CIFAR images used in the robustness evaluation.
First, the architecture is tested under a 15-epoch training protocol with three representative CNN backbones: ResNet-18, VGG-16, and DenseNet-121. The results are summarized in Table 4.2. 
	Backbone
	Variant
	Accuracy (%)
	NLL
	ECE
	mCA (%)

	ResNet-18
	Baseline
	86.23
	0.4896
	0.0323
	60.80

	ResNet-18
	PDE-CNN
	88.00
	0.4042
	0.0229
	66.09

	ResNet-18
	PDE-CNN-VIB
	89.44
	0.3432
	0.0206
	71.24

	VGG-16
	Baseline
	84.13
	0.5146
	0.0203
	62.16

	VGG-16
	PDE-CNN
	84.52
	0.4998
	0.0187
	58.86

	VGG-16
	PDE-CNN-VIB
	87.15
	0.4121
	0.0118
	67.24

	DenseNet-121
	Baseline
	85.65
	0.3632
	0.0333
	65.48

	DenseNet-121
	PDE-CNN
	89.56
	0.3415
	0.0283
	68.84

	DenseNet-121
	PDE-CNN-VIB
	91.07
	0.3284
	0.0237
	69.28


Table 4.2. Initial 15-epoch CIFAR-10 and CIFAR-10-C results across different CNN backbones.

The table shows that PDE-CNN-VIB gives the best overall result within each backbone family. This is important because it shows that the proposed approach is not restricted to a single CNN architecture. The VGG-16 case is especially informative: PDE-CNN alone reduces mCA, while PDE-CNN-VIB improves it substantially. This confirms that the VIB module plays an important stabilizing role and helps make the PDE-enhanced representation more robust.
The 100-epoch ResNet-18 experiment also confirms the robustness advantage of PDE-CNN-VIB. In this setting, the model improves CIFAR-10-C mCA from 69.77% for the baseline to 78.26%. The strongest gains are observed for corruptions that affect local image structure, especially Gaussian noise, impulse noise, glass blur, zoom blur, snow, and frost. Category-wise analysis shows that PDE-CNN-VIB improves all major corruption families: noise, blur, weather, and digital distortions.
To verify that the method is not limited to CIFAR-10, the model is also evaluated on CIFAR-100 and CIFAR-100-C. CIFAR-100 is more difficult because it contains 100 classes instead of 10, while preserving the same  image format. The results are shown in Table 4.3.

	Model
	Clean Acc. (%)
	NLL
	ECE
	mCA (%)

	ResNet-18 Baseline
	67.09
	1.2892
	0.0519
	41.18

	ResNet-18 PDE-CNN
	66.91
	1.2711
	0.0482
	43.86

	ResNet-18 PDE-CNN-VIB
	73.05
	0.8023
	0.0321
	45.66


Table 4.3. CIFAR-100 and CIFAR-100-C results for ResNet-18-based models.

The CIFAR-100 results show that PDE-CNN-VIB improves clean accuracy from 67.09% to 73.05%, while also reducing NLL and ECE. The CIFAR-100-C mCA also increases from 41.18% to 45.66%. Thus, the proposed architecture improves both clean-data behavior and corrupted-data robustness even when the classification problem becomes more fine-grained and difficult.   
The chapter also considers computational cost. The PDE-CNN-VIB model introduces only a small increase in the number of parameters. In the ResNet-18-based setting, the parameter count increases from 11.17 million to 11.20 million. The inference latency increases only slightly, from 1.463 ms per image to 1.516 ms per image. In the 100-epoch experiment, the average epoch time increases from 111.17 s for the baseline to 120.84 s for PDE-CNN-VIB. Therefore, the robustness and calibration improvements are achieved with moderate computational overhead.
The final part of the chapter discusses possible practical use-case scenarios. Since the model improves robustness under noise, blur, compression artifacts, and other non-ideal image conditions, it may be useful in autonomous driving, medical image analysis, remote sensing, surveillance, industrial visual inspection, and edge/mobile vision systems. In all these domains, visual inputs may be degraded, and therefore classification reliability depends not only on clean accuracy, but also on robustness and calibration.
Thus, the fourth chapter presents the main contribution of the dissertation. The previously studied PDE-based structural prior is adapted into a lightweight diffusion-based trainable front-end, and this front-end is integrated with VIB-based stochastic compression in the PDE-CNN-VIB architecture. The obtained results show that the proposed architecture improves clean classification behavior, reduces calibration error, increases mean corruption accuracy on CIFAR-10-C and CIFAR-100-C, and remains applicable across several CNN backbones.
Main results of the work

1. A comprehensive analysis of the current implications of Information-Theoretic tools and methods in ML was conducted. The role of entropy, Mutual Information, KL-divergence, cross-entropy, the IB framework, and the VIB was studied in relation to feature selection, clustering, probabilistic modeling, neural-network regularization, representation learning, and robustness. The analysis showed that Information-Theoretic methods are especially important for controlling representation quality, reducing redundancy, and improving generalization, but also revealed that such methods alone do not explicitly impose spatial structure on visual representations [1].
2. The PDE-based convolutional prior framework previously studied for image recognition was adapted for use in a robust CNN architecture. In contrast to the earlier predefined parabolic and hyperbolic PDE-layer construction, the final model uses a diffusion-based parabolic PDE front-end based on repeated residual Laplacian updates with learnable nonnegative channel-wise diffusion coefficients. This modification preserves the interpretability of heat-equation-type smoothing while making the PDE component lightweight, trainable in a controlled way, and suitable for integration with stochastic representation compression [2, 3].
3. A new hybrid PDE-CNN-VIB architecture was proposed by integrating the adapted diffusion-based PDE front-end with convolutional feature adaptation and a VIB module. The resulting architecture combines two complementary mechanisms: PDE-based structural regularization for stabilizing early spatial feature maps and VIB-based information-theoretic compression for suppressing redundant and task-irrelevant information. This integration forms a new CNN-based model for robust image classification under clean and corrupted input conditions [3, 4, 5].
4. The effectiveness of the proposed PDE-CNN-VIB architecture was substantiated through experiments on CIFAR-10, CIFAR-100, CIFAR-10-C, and CIFAR-100-C. The experiments were performed with several representative CNN backbones, including ResNet, VGG, and DenseNet, showing that the proposed approach is not restricted to a single architecture. The results demonstrated improvements in clean-data behavior, probabilistic reliability, and robustness under common corruptions, while maintaining moderate computational overhead [4, 5].
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ВНЕДРЕНИЕ ИНСТРУМЕНТОВ ТЕОРИИ ИНФОРМАЦИИ В АРХИТЕКТУРУ ГЛУБОКИХ НЕЙРОННЫХ СЕТЕЙ ДЛЯ ПОВЫШЕНИЯ ЭФФЕКТИВНОСТИ КЛАССИФИКАЦИИ ИЗОБРАЖЕНИЙ 
Абстракт
В XXI веке развитие цифровых технологий, искусственного интеллекта и машинного обучения существенно изменило способы обработки и практического использования визуальной информации. Цифровые изображения широко применяются в научных исследованиях, медицинской диагностике, автономных системах, дистанционном зондировании, видеонаблюдении, промышленном контроле качества и других прикладных областях. В таких условиях системы классификации изображений должны быть надежными не только при работе с чистыми данными, но и в случаях, когда входные изображения искажены шумом, размытием, артефактами сжатия, изменениями освещения, погодными эффектами или другими деградациями.
Сверточные нейронные сети стали основным инструментом решения задач классификации изображений благодаря способности автоматически извлекать иерархические признаки из визуальных данных. Однако высокая точность на стандартных чистых тестовых наборах не всегда означает устойчивость модели в реальных условиях. На практике изображения могут отличаться от обучающего распределения из-за особенностей сенсоров, движения, условий окружающей среды, сжатия или других факторов. В таких случаях CNN-модели могут терять точность, становиться плохо откалиброванными и выдавать чрезмерно уверенные ошибочные предсказания. Поэтому разработка более устойчивых и надежных CNN-классификаторов является актуальной научной и прикладной задачей.
Целью диссертации является исследование роли информационно-теоретических методов в улучшении представлений, изучаемых CNN-моделями, а также разработка архитектуры устойчивой классификации изображений, объединяющей диффузионную PDE-регуляризацию и вариационное информационное сжатие. Для достижения этой цели проведен анализ существующих информационно-теоретических стратегий в машинном обучении, включая энтропию, взаимную информацию, KL-дивергенцию, кросс-энтропию, принцип Information Bottleneck и Variational Information Bottleneck (VIB). Анализ показал, что такие методы позволяют управлять компактностью представления, уменьшать избыточность и повышать обобщающую способность моделей, однако сами по себе они не задают явную пространственную структуру визуальных признаков.
В работе также рассматривается структурное направление, связанное с использованием PDE-основанных априорных преобразований в сверточных сетях. Ранее изученный подход с предопределенными сверточными слоями на основе параболических и гиперболических уравнений в частных производных адаптируется в более легкий диффузионный обучаемый фронт-энд. В предлагаемой реализации используются повторяющиеся остаточные лапласианские обновления с обучаемыми неотрицательными коэффициентами диффузии по каналам. Такой подход сохраняет интерпретируемость PDE-сглаживания и делает компонент пригодным для интеграции в обучаемую нейронную архитектуру.
Научная новизна диссертации заключается в модификации PDE-основанного сверточного априорного подхода в легкий диффузионный обучаемый фронт-энд для CNN-классификации изображений, а также в предложении новой гибридной архитектуры PDE-CNN-VIB. Данная архитектура объединяет PDE-регуляризацию, сверточную адаптацию признаков, стохастическое VIB-сжатие, восстановление каналов и обучаемое остаточное смешивание признаков перед передачей в классификационный CNN-бэкбон. Таким образом, модель сочетает два взаимодополняющих механизма: пространственную структурную регуляризацию ранних признаков и информационно-теоретическое управление внутренним представлением.
Экспериментальная часть диссертации выполнена на наборах CIFAR-10, CIFAR-100, CIFAR-10-C и CIFAR-100-C. CIFAR-10 и CIFAR-100 используются для оценки поведения моделей на чистых данных, а CIFAR-10-C и CIFAR-100-C - для исследования устойчивости к распространенным искажениям. Для оценки использованы точность классификации, разрыв между обучающей и тестовой точностью, Negative Log-Likelihood, Expected Calibration Error, accuracy по отдельным искажениям, mean corruption accuracy и вычислительные показатели.
Полученные результаты показывают, что PDE-CNN-VIB улучшает поведение CNN-моделей как на чистых, так и на искаженных данных. Модель демонстрирует более высокую тестовую точность, меньший разрыв между обучающей и тестовой точностью, более низкие значения NLL и ECE, а также более высокую mean corruption accuracy по сравнению с базовыми CNN и PDE-CNN вариантами. Эксперименты с ResNet, VGG и DenseNet подтверждают, что предложенный подход не ограничивается одной архитектурой. Результаты на CIFAR-100 и CIFAR-100-C также показывают, что метод сохраняет эффективность в более сложной задаче классификации со значительно большим числом классов.
Практическая значимость работы состоит в разработке программной и экспериментальной среды на Python с использованием PyTorch и Torchvision, позволяющей обучать и сравнивать базовые CNN, PDE-CNN и PDE-CNN-VIB модели на чистых и искаженных данных. Система поддерживает различные бэкбоны, включая ResNet, VGG и DenseNet, и позволяет вычислять основные метрики точности, калибровки, устойчивости и вычислительной стоимости. Предложенная архитектура может быть полезна в задачах, где качество входных изображений нестабильно: в автономном транспорте, медицинской визуализации, дистанционном зондировании, видеонаблюдении, промышленной инспекции и edge/mobile vision системах.
Таким образом, в диссертации предложен и исследован новый подход к построению более надежных CNN-классификаторов. Комбинация диффузионной PDE-регуляризации и вариационного информационного сжатия позволяет повысить точность, улучшить калибровку, уменьшить чувствительность к искажениям и сохранить умеренную вычислительную стоимость.

Основная цель работы и задачи
Основная цель данной диссертации заключается в изучении роли методов теории информации в улучшении обучения представлениям при классификации изображений на основе CNN, а также в разработке надежной архитектуры классификации изображений, сочетающей регуляризацию диффузионных дифференциальных уравнений в частных производных с сжатием VIB.
Для достижения этой цели были рассмотрены следующие вопросы.
1. Проанализировать и сравнить существующие стратегии применения инструментов теории информации в машинном обучении, включая энтропию, взаимную информацию, дивергенцию Куллбака–Лейблера, кросс-энтропию, фреймворк IB и VIB. Цель состоит в том, чтобы определить их роль, эффективность и ограничения при решении задач, связанных с выбором признаков, обучением представлений, регуляризацией моделей, обобщаемостью, калибровкой и устойчивостью.
2. Изучить возможность адаптации ранее разработанной конволюционной априорной структуры на основе дифференциальных уравнений в частных производных (PDE) для робастной классификации изображений на основе CNN. В частности, задача состоит в преобразовании ранее предложенной идеи с заранее заданными параболическими и гиперболическими слоями PDE в облегченный фронт-энд PDE на основе диффузии, основанный на повторяющихся обновлениях остаточного лапласиана с обучаемыми неотрицательными коэффициентами диффузии по каналам.
3. Разработать новую гибридную архитектуру PDE-CNN-VIB путем интеграции адаптированного диффузионного фронт-энда PDE с конволюционной адаптацией признаков, сжатием VIB, реконструкцией каналов, смешением остаточных значений и базовой сетью CNN для классификации. Цель этой архитектуры - объединить пространственную структурную регуляризацию с информационно-теоретическим управлением обученным представлением.

Объем и структура работы
Диссертация насчитывает 125 страниц и состоит из введения, 4 глав, заключения и библиографии, включающей 85 источников.

Основные результаты работы
1. Проведен анализ и сравнительное изучение современных методов теории информации в машинном обучении. Рассмотрены энтропия, взаимная информация, KL-дивергенция, кросс-энтропия, IB и VIB в задачах выбора признаков, регуляризации, обучения представлений, обобщения, калибровки и устойчивости. Показано, что эти методы важны для контроля качества представлений и уменьшения избыточности, однако сами по себе не задают явную пространственную структуру визуальных признаков [1].
2. Ранее исследованный PDE-основанный сверточный априорный подход был адаптирован для построения устойчивой CNN-архитектуры. В окончательной модели используется легкий диффузионный параболический фронт-энд с повторяющимися остаточными лапласианскими обновлениями и обучаемыми неотрицательными коэффициентами диффузии по каналам. Такая модификация сохраняет интерпретируемость PDE-сглаживания и делает компонент пригодным для интеграции со стохастическим сжатием представлений [2, 3].
3. Предложена новая гибридная архитектура PDE-CNN-VIB, объединяющая адаптированный диффузионный PDE-блок, сверточную адаптацию признаков и модуль Variational Information Bottleneck. Архитектура сочетает PDE-регуляризацию ранних пространственных признаков с информационно-теоретическим сжатием, направленным на подавление избыточной и нерелевантной информации [3, 4, 5].
4. Эффективность предложенной архитектуры PDE-CNN-VIB была подтверждена в ходе экспериментов на наборах данных CIFAR-10, CIFAR-100, CIFAR-10-C и CIFAR-100-C. Эксперименты проводились с использованием нескольких типичных базовых CNN-архитектур, включая ResNet, VGG и DenseNet, что свидетельствует о том, что предложенный подход не ограничивается одной конкретной архитектурой. Результаты продемонстрировали улучшение поведения при работе с чистыми данными, вероятностной надежности и устойчивости к распространенным искажениям при сохранении умеренных вычислительных затрат [4, 5].
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Ամփոփում
21-րդ դարում թվային տեխնոլոգիաների, արհեստական բանականության և մեքենայական ուսուցման ոլորտներում ձեռքբերումները զգալիորեն փոխել են տեսողական տեղեկատվության մշակման և կիրառման ձևերը։ Թվային պատկերները լայնորեն օգտագործվում են գիտական հետազոտություններում, բժշկական ախտորոշման մեջ, ինքնավար համակարգերում, հեռահար զոնդավորման, տեսագրական հսկողության, արդյունաբերական որակի վերահսկման և այլ կիրառական ոլորտներում։ Այսպիսի պայմաններում պատկերների դասակարգման համակարգերը պետք է լինեն հուսալի ոչ միայն մաքուր տվյալների հետ աշխատելիս, այլև այն դեպքերում, երբ մուտքային պատկերները աղավաղված են աղմուկով, մշուշով, կոմպրեսիայի արատներով, լուսավորության փոփոխություններով, եղանակային էֆեկտներով կամ այլ տեսակի վատթարացումներով։
Կոնվոլյուցիոն նեյրոնային ցանցերը (CNN) դարձել են պատկերների դասակարգման խնդիրների լուծման հիմնական գործիքը՝ տեսողական տվյալներից հիերարխիկ առանձնահատկություններ ավտոմատ կերպով արդյունահանելու ունակության շնորհիվ։ Այնուամենայնիվ, ստանդարտ մաքուր թեստային տվյալների բազմություններում բարձր ճշգրտությունը միշտ չէ, որ ենթադրում է մոդելի կայունություն իրական աշխարհի պայմաններում։ Գործնականում պատկերները կարող են շեղվել ուսուցման բաշխումից սենսորների բնութագրերի, շարժման, շրջակա միջավայրի պայմանների, կոմպրեսիայի կամ այլ գործոնների պատճառով։ Այսպիսի դեպքերում CNN մոդելները կարող են կորցնել ճշգրտությունը, վատ կարգավորել և տալ չափազանց ինքնավստահ սխալ կանխատեսումներ։ Ուստի ավելի դիմացկուն և հուսալի CNN դասակարգիչների մշակումը հրատապ գիտական և գործնական մարտահրավեր է։
Այս ատենախոսության նպատակն է ուսումնասիրել տեղեկատվական-տեորետիկ մեթոդների դերը CNN մոդելների կողմից սովորած ներկայացումները բարելավելու գործում, ինչպես նաև մշակել ամուր պատկերների դասակարգման ճարտարապետություն, որը համատեղում է դիֆուզիայի PDE կանոնավորումը և վարիացիոն տեղեկատվական սեղմումը։ Այս նպատակին հասնելու համար կատարվել է մեքենայական ուսուցման մեջ առկա տեղեկատվական-տեորետիկ ռազմավարությունների վերլուծություն, ներառյալ էնտրոպիան, փոխադարձ տեղեկատվությունը, Կուլբակ-Լեյբլերի (KL) դիվերգենցիան, խաչ-էնտրոպիան, Ինֆորմացիոն խցանի (Information Bottleneck) սկզբունքը և Վարիացիոն Ինֆորմացիոն խցանը (Variational Information Bottleneck, VIB): Վերլուծությունը ցույց տվեց, որ նման մեթոդները թույլ են տալիս վերահսկել ներկայացման կոմպակտությունը, նվազեցնել կրկնօրինակումները և բարելավել մոդելների ընդհանուրացման ունակությունը; սակայն ինքնուրույն դրանք չեն սահմանում տեսողական առանձնահատկությունների հստակ տարածական կառուցվածք։
Աշխատանքը նաև ուսումնասիրում է կառուցվածքային մոտեցում, որը ներառում է PDE-ների վրա հիմնված նախնական փոխարկումների կիրառությունը կոնվոլյուցիոն ցանցերում։ Նախկինում ուսումնասիրված, պարաբոլիկ և հիպերբոլիկ մասնակի դիֆերենցիալ հավասարումների վրա հիմնված նախապես սահմանված կոնվոլյուցիոն շերտերով մոտեցումը հարմարեցվում է ավելի պարզ, դիֆուզիայի վրա հիմնված ուսուցվող մուտքային հատվածի համար։ Առաջարկվող իրականացումը օգտագործում է կրկնվող մնացորդային Լապլասի թարմացումներ՝ ալիքների միջով ուսուցվող ոչ բացասական դիֆուզիոն գործակիցներով։ Այս մոտեցումը պահպանում է PDE հարթեցման մեկնաբանելիությունը և բաղադրիչը դարձնում է հարմար ուսուցվող նեյրոնային ճարտարապետության մեջ ինտեգրվելու համար։
Այս ատենախոսության գիտական նորույթը կայանում է PDE-ի վրա հիմնված կոնվոլյուցիոն նախնական մոտեցման վերափոխումը թեթև, դիֆուզիայի վրա հիմնված, ուսումնառվող նախամուտքի (front-end) CNN պատկերների դասակարգման համար, ինչպես նաև նոր հիբրիդային PDE-CNN-VIB ճարտարապետության առաջարկումը։ Այս ճարտարապետությունը համատեղում է PDE կանոնավորումը, կոնվոլյուցիոն հատկանիշների հարմարեցումը, ստոխաստիկ VIB կոմպրեսիան, ալիքների վերականգնումը և ուսումնառվող մնացորդային հատկանիշների խառնուրդը՝ մինչև դասակարգման CNN հիմնական ցանց ուղարկելը։ Այսպիսով, մոդելը համադրում է երկու լրացուցիչ մեխանիզմներ՝ վաղ փուլի առանձնահատկությունների տարածական կառուցվածքային կարգավորումը և ներքին ներկայացման տեղեկատվական-թեորետիկ կառավարումը։
Աշխատանքի փորձարարական բաժինը իրականացվել է CIFAR-10, CIFAR-100, CIFAR-10-C և CIFAR-100-C տվյալների հավաքածուների միջոցով։ CIFAR-10 և CIFAR-100-ը օգտագործվում են մոդելի արդյունավետությունը մաքուր տվյալների վրա գնահատելու համար, իսկ CIFAR-10-C և CIFAR-100-C-ը՝ ընդհանուր խեղաթյուրումների նկատմամբ դիմացկունությունը ուսումնասիրելու համար։ Գնահատման համար կիրառվել են դասակարգման ճշգրտությունը, ուսուցման և թեստավորման ճշգրտությունների միջև տարբերությունը, բացասական լոգ-հավանականությունը, սպասվող կարգավորման սխալը, անհատական խեղաթյուրումների ճշգրտությունը, խեղաթյուրումների միջին ճշգրտությունը և հաշվարկային ցուցանիշները։
Արդյունքները ցույց են տալիս, որ PDE-CNN-VIB-ը բարելավում է CNN մոդելների արդյունավետությունը թե մաքուր, թե աղավաղված տվյալների վրա։ Մոդելը ցուցաբերում է ավելի բարձր թեստային ճշգրտություն, մարզման և թեստային ճշգրտությունների միջև ավելի փոքր տարբերություն, NLL-ի և ECE-ի ցածր արժեքներ և ավելի բարձր միջին խախտման ճշգրտություն՝ համեմատած հիմնական CNN-ի և PDE-CNN տարբերակների հետ։ ResNet, VGG և DenseNet մոդելների վրա անցկացված փորձարկումները հաստատում են, որ առաջարկվող մոտեցումը չի սահմանափակվում միայն մեկ ճարտարապետությամբ։ CIFAR-100 և CIFAR-100-C տվյալների վրա ստացված արդյունքները ցույց են տալիս նաև, որ մեթոդը արդյունավետ է մնում ավելի բարդ դասակարգման առաջադրանքում, որտեղ դասերի թիվը զգալիորեն մեծ է։
Այս աշխատանքի գործնական նշանակությունը կայանում է Python լեզվով PyTorch և Torchvision գրադարանների միջոցով մշակված ծրագրային և փորձարարական միջավայրի ստեղծման մեջ, որը թույլ է տալիս մաքուր և խեղաթյուրված տվյալների վրա ուսուցանել և համեմատել հիմնական CNN, PDE-CNN և PDE-CNN-VIB մոդելները։ Համակարգը աջակցում է տարբեր բեքբոնների, այդ թվում՝ ResNet, VGG և DenseNet, և թույլ է տալիս հաշվարկել ճշգրտության, կալիբրացման, դիմացկունության և հաշվարկային ծախսերի հիմնական ցուցանիշները։ Առաջարկվող ճարտարապետությունը կարող է օգտակար լինել այնպիսի առաջադրանքներում, որտեղ մուտքային պատկերների որակը անկայուն է՝ ավտոմատացված տրանսպորտում, բժշկական պատկերավորման մեջ, հեռահար զոնդավորման, տեսագրական հսկողության, արդյունաբերական ստուգման և եզրային/շարժական տեսողական համակարգերում։
Այսպիսով, այս ատենախոսությունը առաջարկում և ուսումնասիրում է նոր մոտեցում ավելի հուսալի CNN դասակարգիչներ կառուցելու համար։ Դիֆուզիայի PDE կանոնավորման և վարիացիոն տեղեկատվության կոմպրեսիայի համադրությունը թույլ է տալիս բարելավել ճշգրտությունը, ապահովել ավելի լավ կալիբրացում, նվազեցնել խեղաթյուրումների նկատմամբ զգայունությունը և պահպանել համեստ հաշվարկային ծախսերը։
Աշխատանքի հիմնական նպատակը և դիտարկված խնդիրները
Այս ատենախոսության հիմնական նպատակը տեղեկատվական տեսության մեթոդների դերի ուսումնասիրությունն է՝ CNN-ների վրա հիմնված պատկերների դասակարգման համար ներկայացումների ուսուցման բարելավման գործում, ինչպես նաև պատկերների դասակարգման «ամուր» ճարտարապետության մշակումն է, որը համատեղում է ստոխաստիկ դիֆերենցիալ հավասարումների ռեգուլյարիզացիան և VIB կոմպրեսիան։
Այս նպատակին հասնելու համար ուսումնասիրվել են հետևյալ խնդիրները։
1. Վերլուծել և համեմատել մեքենայական ուսուցման մեջ տեղեկատվական տեսության գործիքների կիրառման առկա ռազմավարությունները, ներառյալ էնտրոպիան, փոխադարձ տեղեկատվությունը, Կուլբակ-Լեյբլերի դիվերգենցիան, խաչ-էնտրոպիան և IB և VIB շրջանակները։ Նպատակն է պարզել դրանց դերը, արդյունավետությունը և սահմանափակումները առանձնահատկությունների ընտրության, ներկայացման ուսուցման, մոդելի կանոնավորման, ընդհանուրացման, կալիբրացման և դիմացկունության խնդիրների լուծման գործում։
2. Ուսումնասիրել նախապես մշակված կոնվոլյուցիոն նախնական կառուցվածքի՝ մասամբ դիֆերենցիալ հավասարումների (PDE) վրա հիմնված, հարմարեցման հնարավորությունը՝ CNN-ների միջոցով պատկերների դիմացկուն դասակարգման համար։ Մասնավորապես, առաջադրանքը կայանում է նախապես առաջարկված գաղափարը՝ նախապես սահմանված պարաբոլիկ և հիպերբոլիկ PDE շերտերով, վերածել պարզեցված, դիֆուզիոնի վրա հիմնված PDE ֆրոնթ-ենդի, որը հիմնված է մնացորդային Լապլասիի կրկնվող թարմացումների վրա՝ ալիքային (channel) ոչ բացասական դիֆուզիոն գործակիցներով, որոնք կարելի է ուսուցանել։
3. Մշակել նոր հիբրիդային PDE-CNN-VIB ճարտարապետություն՝ հարմարեցված դիֆուզիոն-հիմնված PDE ֆրոնթ-ենդը ինտեգրելով կոնվոլյուցիոն հատկանիշների հարմարեցման, VIB կոմպրեսիայի, ալիքների վերակառուցման, մնացորդային խառնման և դասակարգման համար հիմնական CNN ցանցի հետ։ Այս ճարտարապետության նպատակը տարածական կառուցվածքային կանոնավորման և ուսուցված ներկայացման տեղեկատվական-տեորետիկ կառավարման համադրումն է։

Աշխատանքի ծավալը և կառուցվածքը
Թեզիսը կազմված է 125 էջից և բաղկացած է ներածությունից, չորս գլխից, եզրափակումից և գրականության ցանկից, որը պարունակում է 85 հղում։

Աշխատանքի հիմնական արդյունքները
1. Անցկացվել է ժամանակակից տեղեկատվական տեսության մեթոդների վերլուծություն և համեմատական ուսումնասիրություն մեքենայական ուսուցման ոլորտում։ Էնտրոպիան, փոխտեղեկատվությունը, KL դիվերգենցիան, խաչ-էնտրոպիան, IB-ն և VIB-ն քննարկվում են առանձնահատկությունների ընտրության, ռեգուլյարիզացիայի, ներկայացման ուսուցման, ընդհանուրացման, կալիբրացման և դիմացկունության համատեքստում։ Ցույց է տրվում, որ այս մեթոդները կարևոր են ներկայացումների որակը վերահսկելու և կրկնօրինակումները նվազեցնելու համար; սակայն դրանք ինքնին չեն սահմանում տեսողական առանձնահատկությունների հստակ տարածական կառուցվածք [1].
2. Նախկինում ուսումնասիրված PDE-ի վրա հիմնված կոնվոլյուցիոն նախնական մոտեցումը հարմարեցվել է կայուն CNN ճարտարապետություն կառուցելու համար։ Վերջնական մոդելը կիրառում է թեթև դիֆուզիոն պարաբոլիկ նախաբաժին՝ կրկնվող մնացորդային Լապլասի թարմացումներով և ալիքների միջով ուսուցվող ոչ բացասական դիֆուզիոն գործակիցներով։ Այս փոփոխությունը պահպանում է PDE հարթեցման մեկնաբանելիությունը և բաղադրիչը դարձնում է հարմար ստոխաստիկ ներկայացման կոմպրեսիայի հետ ինտեգրման համար [2, 3].
3. Առաջարկվում է նոր հիբրիդային PDE-CNN-VIB ճարտարապետություն, որը համատեղում է հարմարեցված դիֆուզիոն PDE բլոկը, կոնվոլյուցիոն հատկանիշների հարմարեցումը և Վարիացիոն Տեղեկատվական Բոթլենեք մոդուլը։ Արխիտեկտուրան համատեղում է վաղաժամ տարածական առանձնահատկությունների PDE կանոնավորումը և տեղեկատվական տեսական կոմպրեսիան՝ ավելորդ և ոչ համապատասխան տեղեկատվությունը ճնշելու նպատակով [3, 4, 5].
4. Առաջարկվող PDE-CNN-VIB ճարտարապետության արդյունավետությունը հաստատվել է CIFAR-10, CIFAR-100, CIFAR-10-C և CIFAR-100-C տվյալների հավաքածուներում անցկացված փորձարկումներով։ Փորձարկումները անցկացվել են մի շարք տիպիկ հիմնական CNN ճարտարապետությունների՝ ResNet, VGG և DenseNet, օգտագործմամբ, ինչը ցույց է տալիս, որ առաջարկվող մոտեցումը չի սահմանափակվում միայն մեկ կոնկրետ ճարտարապետությամբ։ Արդյունքները ցույց տվեցին բարելավված կատարողականություն մաքուր տվյալների վրա, հավանականական հուսալիություն և դիմացկունություն սովորական խեղաթյուրումների նկատմամբ՝ միաժամանակ պահպանելով միջին հաշվարկային ծախսեր [4, 5].
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